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摘要 针对贝叶斯网络结构学习的过程中网络结构规模随节点数增加呈指数增长,导致网络结构搜索空间

增大,进而导致网络结构学习算法效率低下的问题,提出一种基于最大最小父子集合约束与萤火虫粒子群搜

索算法的贝叶斯网络混合结构学习方法。首先,针对粒子群算法在解决贝叶斯网络结构学习过程中,随机初

始化网络结构种群导致算法搜索效率低下,网络结构准确性低的问题提出一种基于改进的最大最小父子集

合算法的种群约束方法。其次,针对传统的基于粒子群评分搜索方法速度慢,精度低,易陷入局部最优的问

题,提出一种基于萤火虫算子的粒子寻优策略。最后,为了验证所提方法的正确性和优越性,将上述方法用

于3种标准网络的结构学习。仿真结果表明:所提算法与传统的基于粒子群的结构学习方法相比,所得的贝

叶斯信息准则评分与标准网络评分的差距分别缩小了68.7%、65.5%、34.1%。
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Abstract Aimed
 

at
 

the
 

problems
 

that
  

in
 

the
 

process
 

of
 

bayesian
 

network
 

structure
 

learning,
 

the
 

network
 

structure
 

size
 

increases
 

in
 

exponential
 

with
 

the
 

number
 

of
 

nodes,
 

in
 

leading
 

to
 

the
 

expansion
 

of
 

the
 

net-
work

 

structure
 

search
 

space,
 

and,
 

in
 

turn,
 

hampering
 

the
 

efficiency
 

of
 

network
 

structure
 

learning
 

algo-
rithms,

  

a
 

bayesian
 

network
 

hybrid
 

structure
 

learning
 

method,
 

MMPC-FPSO,
 

is
 

introduced
 

in
 

combination
 

with
 

maximum-minimum
 

parent-child
 

set
 

constraints
 

(MMPC)
 

and
 

firefly
 

particle
 

swarm
 

optimization
 

(FPSO).
 

Firstly,
 

in
 

view
 

of
 

addressing
 

the
 

issues
 

of
 

low
 

algorithm
 

efficiency
 

and
 

inaccurate
 

network
 

structure
 

due
 

to
 

random
 

initialization
 

of
 

the
 

network
 

structure
 

population
 

in
 

the
 

process
 

of
 

bayesian
 

net-
work

 

structure
 

learning
 

using
 

particle
 

swarm
 

algorithms,
 

a
 

population
 

constraint
 

method
 

is
 

proposed
 

based
 

on
 

the
 

improved
 

MMPC
 

algorithm.
 

Secondly,
 

in
 

view
 

of
 

tackling
 

the
 

problems
 

of
 

slow
 

speed,
 

low
 

accura-
cy,

 

and
 

susceptibility
 

to
 

local
 

optima
 

in
 

traditional
 

particle
 

swarm-based
 

scoring
 

search
 

methods,
 

a
 

particle
 

optimization
 

strategy
 

based
 

on
 

the
 

firefly
 

algorithm
 

is
 

presented.
 

Finally,
 

in
 

order
 

to
 

validate
 

the
 

correct-



ness
 

and
 

superiority
 

of
 

the
 

proposed
 

method,
  

the
 

three
 

standard
 

networks
 

are
 

applied
 

to
 

the
 

structure
 

learning.
 

The
 

simulation
 

results
 

demonstrate
 

that
 

the
 

gap
 

between
 

the
 

obtained
 

BIC
 

scores
 

and
 

the
 

scores
 

of
 

standard
 

networks
 

is
 

reduced
 

by
 

68.7%,
 

65.5%,
 

34.1%,
 

respectively
 

by
 

the
 

proposed
 

algorithm,
 

com-
pared

 

to
 

the
 

traditional
 

particle
 

swarm-based
 

structure
 

learning
 

methods.
Key
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  贝叶斯网络[1](bayesian
 

networks,BN)具有强

大的推理能力和可解释性,被广泛应用于各个领域。
而网络结构的构建是建立贝叶斯网络模型的关键环

节。贝叶斯网络结构学习方法主要分为3类:①基

于约束的结构学习方法[2],
 

该类方法会因某个个体

的检测错误,导致整个网络结构构建出现错误。②
基于评分的结构学习方法[3],该类方法由于搜索空

间会随着节点数增加呈指数上升,因此存在收敛速

度慢、精度低,甚至无法得出有效解的问题。③基于

混合的结构学习方法[4],该类方法虽然结合了约束

和评分的优点,但是仍然存在易陷入局部最优、搜索

效率低的问题。
由于寻找最优网络结构是一个非确定多项式

(non-deterministic
 

polynomial
 

hard,NP-hard)问

题。因此,群智能算法被广泛应用于贝叶斯网络结

构学习中。出现了基于布谷鸟算法[5]、粒子群算

法[6]、细菌觅食算法[7]、鲸鱼算法[8]、狼群算法[9]、多
头绒泡菌算法[10]、蚁狮算法[11]等多种基于群智能

的贝叶斯网络结构学习方法。其中粒子群算法因其

参数少、结构简单、收敛速度快、全局寻优能力强等

优点被广泛应用于贝叶斯网络结构学习中。
文献[12]设计了一种离散粒子群算法来解决

BN结构的学习问题。利用变异算子和最近邻搜索

算子克服算法早熟的缺点。文献[13]将遗传算法与

粒子群算法相结合重新定义粒子更新规则,在小数

据集上取得了很好的效果。以上两种方法并没有对

搜索空间进行约束,导致初始化粒子的随机性较大,
算法效率较低。文献[14]通过计算节点之间的互信

息对粒子种群初始化进行约束,缩小寻优空间,但是

互信息需要对任意两个节点进行计算,因此当数据

维度高时,模型构建效率低。文献[15]使用最大权

生成树限制初始空间,并引入混沌搜索提高了算法

的效率。因为初始种群构建过程中使用了树结构,
对根节点的依赖太大,当根节点发生错误时,会导致

所有网络结构失效,从而影响算法的准确性。文献

[16]利用PC(Peter
 

and
 

Clark)算法对初始搜索空

间进行约束,虽然提高了收敛速度和精度,但是交叉

变异均采用随机操作,导致收敛效率有待进一步

提高。
为解决粒子群算法在学习贝叶斯网络结构的过

程中,候选网络个数随节点数增加呈指数增长,导致

网络结构搜索空间增大,进而导致算法搜索速度慢、
学习精度低、易陷入局部最优的问题,本文提出基于

最大最小父子集合约束与萤火虫粒子群搜索算法

(max-min
 

parent-child
 

and
 

firefly
 

particle
 

swarm
 

optimization,MMPC-FPSO)的贝叶斯网络混合结

构学习方法。首先分析了粒子群算法在解决贝叶斯

网络结构学习过程中的基本流程及优缺点,然后提

出了基于 MMPC-FPSO的贝叶斯网络混合结构学

习方法,最后通过仿真实验验证算法的可行性和有

效性。

1 贝叶斯网络结构学习方法分析

1.1 贝叶斯网络

贝叶斯网络使用二元组(G,θ)表示,其中G 是

一个有向无环图(DAG)表示为G=(X,E)。X 表

示网络中的节点集合,E 表示网络中有向边的集

合,θ表示网络中每个节点的条件概率分布集合,π
(Xi)表示节点Xi 的父节点集合,根据贝叶斯网络
条件独立的特性,联合概率分布P(X1,X2,…,Xn)
可以写成每个随机变量条件概率的乘积:

P(X1,X2,…,Xn)=

∏
n

i=1
P(Xi|X1,X2,…,Xn)=∏

n

i=1
P(Xi|π(Xi))

(1)
若没有父节点,则π(Xi)=Φ。
准确的网络结构决定了贝叶网络推断的有效

性,因此高效寻找准确的贝叶斯网络结构学习方法

决定了贝叶斯网络模型构建的质量。
1.2 基于粒子群算法的结构学习方法分析

基于粒子群算法的贝叶斯网络结构学习算法主

要包括种群初始化、计算粒子评分值、粒子位置更

新、参数自适应调节4部分。
1.2.1 种群初始化

贝叶斯网络结构类似于数据结构中图的数据类

型,因此采用文献[12]的邻接矩阵编码方式对网络

中节点和边进行储存。n 个节点的贝叶斯网络需要

定义一个n×n 维的邻接矩阵,表示形式如下:

Xi=

x11 x12 … x1n

x21 x22 … x2n

︙ ︙ ︙
xn1 xn2 … xnn

􀮦

􀮨

􀮧

􀪁
􀪁􀪁
􀪁
􀪁􀪁

􀮠

􀮢

􀮡

􀪁
􀪁􀪁
􀪁
􀪁􀪁

(2)
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xij=
1, 节点i是节点j的父节点

0, 其它 (3)

式(2)中,邻接矩阵对角线的值均为0。为方便

粒子进行交叉变异操作,将邻接矩阵重写为:[x11,

x12,…,x1n,x21,…,x2n,…,xn1,…,xnn]。图1表

示候选网络结构转变为行向量的过程。
o

0 0 1 0
0 0 1 0
0 0 0 1
0 0 0 0

A B C D

A
B
C
D

0010001000010000

A B

C

D

图1 网络拓扑结构的编码表示

通过随机初始化邻接矩阵,将其转变为行向量,
由此得到初始化粒子种群。

1.2.2 计算粒子评分值

计算粒子评分值是指通过贝叶斯网络评分函数

计算每个粒子的适应度值,粒子适应度值越大,粒子

所代表的网络结构越准确。由于贝叶斯信息准则

(bayesian
 

information
 

criterion,BIC)评分函数[17]

不需要参数先验知识,并且计算简单方便。因此采

用BIC评分函数作为适应度值函数,即:

logP(BG|D)=

∑
n

i=1
∑
qi

j=1
∑
ri

k=1
mijklog

mijk

mij*
-
1
2∑

n

i=1
qi(ri-1)logm (4)

mij* =∑
ri

k=1
mijk (5)

∑
ri

k=1

mijk

mij*
=1 (6)

式中:BG 代表与样本集合D 具有一定关联的网络

结构;n 为节点个数;qi 为节点Xi 的父节点集合取

值的组合个数(若Xi 无父节点,则qi=1);ri 表示

节点Xi 共有ri 个取值;m 为样本总数量。mijk 是

样本D 中满足Xi=k,π(Xi)=j的样本个数。

1.2.3 粒子位置更新

原有的粒子群位置更新公式仅适用于连续域空

间,因此针对贝叶斯网络结构的离散空间重新定义

粒子位置更新公式如下:

Nt+1
i =W1(Xt

i,ω)=
M(Xt

i),r1<ω

Xt
i, others (7)

St+1
i =W2(Nt+1

i ,c1)=
Cp(Nt+1

i ),r2<c1
Nt+1

i , others (8)

Xt+1
i =W3(St+1

i ,c2)=
Cg(St+1

i ),r3<c2
St+1

i , others (9)

式中:W1 表示变异操作;ω 表示突变概率,变异过程

中随机选择粒子的一条边进行删除操作;W2、W3 分

别表示与个体最优值和全局最优值进行交叉操作;

c1、c2 表示交叉概率,交叉操作产生的新粒子由2个

粒子之间的公共部分和2个粒子的随机部分组成。
由于贝叶斯网络是一个有向无环图,每次更改

粒子位置后都需要保证它的无环性,本文中提到的

所有去环操作均采用深度优先搜索遍历。首先,通
过深度优先搜索方法获取邻接矩阵中环路上的节

点。其次,随机删除环路上某个连接边,遍历所有节

点,直到不存在环路为止得到有向无环图。

1.2.4 参数自适应调节

粒子在寻优的过程中,前期需要大范围的全局

寻找较优位置,后期需要快速收敛到种群最优值位

置。因此在前期需要较大的ω、c1 以及较小的c2,
保证粒子的全局寻优能力,后期需要较小的ω、c1 以

及较大的c2,保证粒子快速收敛。参数更新公式

如下:

w=wstart-
Wstart-Wend

Max_It t (10)

c1=c1_start-
c1_start-c1_end
Max_It t (11)

c2=c2_start-
c2_start-c2_end
Max_It t (12)

式中:t表示当前迭代次数;Max_It表示最大的迭

代次数。

2 基于 MMPC-FPSO的贝叶斯网络
混合结构学习方法

  首先,使用基于改进 MMPC的种群约束方法

构造骨干网络框架,在此基础上通过随机增边、反转

生成初始种群,从而解决了基于评分搜索初始种群

阶段随机性较大的问题。其次,在网络结构搜索阶

段使用一种基于萤火虫算子的粒子寻优策略提高算

法的收敛速度。

2.1 基于改进 MMPC的种群约束方法

对于存在n 个节点的贝叶斯网络而言,其所有

可能的网络结构个数计算如下:

f(1)=1
 

,               n=1

f(n)=∑
n

i=1

(-1)i+1
n!

(n-1)!i! f
(n-i)

  

,
 

n>1

􀮠

􀮢
􀮡

􀪁􀪁
􀪁􀪁

(13)
式中:n 为节点个数。可见,候选网络结构个数随着

节点n 的增长呈指数增加。因此,在整个指数级的

搜索空间中随机初始化种群策略会导致空间覆盖率

低,进而导致算法收敛速度慢、精度低的问题。
目前 对 搜 索 空 间 进 行 约 束 的 方 法 有 互 信

息[18-19](mutual
 

information,MI)、最大权生成树[20]
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(maximum
 

weight
 

spanning
 

tree,MWST)、PC算

法[21],MI算法和 MWST算法容易造成初始错误边

的传播,影响网络结构精度,并且时间开销较大。

PC算法的准确性依赖于独立性检测的节点顺序。
本文使用的 MMPC[22]算法是一种局部检测独立性

算法,大大降低了计算复杂度,并且该算法通过双层

独立性检测确保了结果的精确性。由于原始的

MMPC算法的最终结果是部分有向无环图,因此,
本文在 MMPC算法基础上进行改进,得到有向无

环图,并将其作为骨干网络框架进行种群初始化。
使用本文提出的基于改进 MMPC的种群约束

方法,初始化种群主要分为以下步骤:
步骤

 

1 通过 MMPC算法得到每个粒子的最

大最小父子节点集合(CPC)。
步骤

 

2 计算每一个节点与其对应的CPC节

点集合中每个元素的互信息(MI),确定每个节点与

其对应的CPC节点集合中具有最大互信息的两条

连接边。互信息计算公式如下:

I(Xi,Xj)=∑
Xi,Xj

p(Xi,Xj)log
p(Xi,Xj)

p(Xi)p(Xj)

(14)
式中:I(Xi,Xj)表示节点之间的互信息,值越大,
则表示节点间两个节点间的关联性越强。并且互信

息值具有对称的性质,I(Xi,Xj)=I(Xj,Xi),所
以两个节点间的连接边是无向边,通过步骤2可以

得到一个含有局部信息的无向图。
步骤

 

3 将无向图转换为有向图。利用条件相

对平均熵计算不同方向的数值,通过比较大小确定

无向边的方向。计算公式如下:

R(Xj→Xi)=
H(Xi|Xj)

H(Xi)×|Xi|
(15)

H(Xi)=-∑
n

i=1
p(xi)logp(xi) (16)

H(Xi|Xj)=∑
N

i=1
∑
M

j=1
p(xi,xj)logp(xi|xj)

(17)
式中:Xi 是随机变量Xi 的取值个数;R(Xj→
Xi)表示节点Xj 指向节点Xi 的可能性;H(Xi)表
示随机变量Xi 的熵;H(Xi|Xj)表示随机变量Xi

的条件熵。如果R(Xi→Xj)≥R(Xj→Xi),表示

节点Xi 指向节点Xj。
步骤

 

4 初始化种群。通过加边和反转两种随

机操作,增加初始化种群的多样性。
加边:通过随机指定邻接矩阵xij=0(i≠j)的

节点对,为其增加有向边,令xij=1(i≠j)。反转:
随机选取已经含有连接边xij=1(i≠j)的节点对,

反转其方向,令xji=1,xij=0(i≠j)。在初始化种

群后,针对每个粒子检验其是否属于有向无环图,如
果存在环路,采用深度遍历对其进行去环操作。

2.2 基于FPSO的搜索方法

为解决传统基于粒子群的贝叶斯网络结构学习

算法收敛速度慢、易陷入局部最优的问题,提出基于

萤火虫算子的粒子寻优策略。

2.2.1 汉明统一变异算子

本文引入一种基于汉明距离的变异算子,称为

汉明统一变异算子(hamming
 

uniform
 

mutation
 

by
 

addition
 

and
 

deletion,H-UMAD)来执行变异操作。
相较于传统的变异算子,该算子主要用于表示两个

粒子间不同数值的位数和,通过判断汉明距离的大

小,确定两个粒子间的差异程度。计算汉明距离公

式如下:

rij =|Xi-Xj|=∑
n×n

d=1
|(Xid -Xjd)| (18)

Rrij=
rij

n2 (19)

式中:rij 表示粒子Xi 和粒子Xj 之间不相等的位

数和;Rrij
表示数值不同的位置在行向量中所占的

比例。
该变异方法输入参数是粒子本身的基因向量和

该粒子个体最优值的基因向量。在变异过程中,通
过随机产生概率值与变异概率作比较,来确定是否

变异操作。如进行变异操作,再与Rrij
进行比较,

确定变异程度。算法流程如图2所示。
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图2 变异算子的流程图

2.2.2 基于萤火虫的交叉算子

由于传统的粒子群算法不适用于贝叶斯网络结

构寻优,出现了基于遗传编码的粒子寻优策略。但是
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该方法的交叉策略在与个体最优或者全局最优位置

进行交叉时,不能很好地继承优秀基因,导致收敛速

度较慢。因此,本文在传统基于粒子群的寻优策略中

引入萤火虫算子[23],该方法不仅能保留部分传统粒

子群算法位置更新公式,还能有效地加快收敛速度。
如果粒子Xj 的评分高于粒子Xi 的评分,则粒

子Xi 与粒子Xj 交叉操作的位置更新公式如下:

Xnew
i =Xi+Rrand􀱋β􀱋(Xj-Xi) (20)

式中:Rrand=r1,r2…,rn2  ,其中每一个元素rk 代

表一个介于0和1之间的随机数。(Xj-Xi)=
Xj(1)-Xi(1),…,Xj(n2)-Xi(n2)  ,其中每一

个元素的值是0,1,-1的其中一个。0代表粒子

Xj 和粒子Xi 在该位置有相同的网络结构,粒子

Xi 倾向于不变。1代表粒子Xj 在该位置有边,粒
子Xi 在该位置没有边,粒子 Xi 倾向于添加这条

边。-1代表粒子Xj 在该位置没有边,粒子Xi 在

该位置有边,粒子 Xi 倾向于删除这条边。因此公

式(20)分解如下:

Rrand􀱋β􀱋(Xj-Xi)=
Xj(k)-Xi(k),

   

rk≤β
0, rk>β 

       

k=1,2,…,n2

(21)
式中:吸引力β定义如下:

β=
1

1+β0e
-γrij

(22)

式中:γ 为光吸收系数;吸引力β本质是一个0到1
之间的数,在当前粒子与个体最优粒子或者全局最

优粒子相差较大时,也就是汉明距离rij 较大时,则
需要进行交叉操作,这就要求吸引力β 随着汉明距

离的增大而增大。

2.2.3 粒子局部优化

为了提高粒子的开发能力获得更高质量的网络

结构,本文结合 HC算法[24]中的弧操作搜索策略,
利用增删改3种操作对粒子进行修改。在粒子完成

交叉变异操作后,分别对粒子执行增删改操作。随

机选择一个没有连接边的节点对,对其加边。删除

和反转行为随机选择一对有边的节点对,删除该边

或者修改边的方向,得到3个有效的粒子,通过计算

评分值,选出评分值最高的粒子进入下一代。

2.3 算法的执行步骤

本文提出了一种基于 MMPC-FPSO贝叶斯网

络混合结构学习方法,简称 M-FPSO算法。该算法

执行步骤如下:
步骤

 

1 初始化参数:种群规模、变异和交叉概

率、光吸收系数等。
步骤

 

2 通过改进的 MMPC算法得到骨干网

络框架,通过随机增改操作构建初始粒子种群。
步骤

 

3 通过计算每个粒子的BIC评分,更新

个体最优值和全局最优值。
步骤

 

4 执行变异和交叉操作,更新粒子位置,
并对粒子进行局部优化。

步骤
 

5 计算每个粒子的BIC评分,更新个体

最优值和全局最优值。
步骤

 

6 检查是否满足终止条件,如果满足则

输出当前结果,否则,返回步骤4。
算法流程如图3所示:
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图3 算法整体流程图

对于改变粒子位置的每一步操作,都需要保证

该粒子所代表的网络结构是有向无环图。因此,在
粒子每一次改变位置后,都需要对粒子进行去环处

理,保证粒子的有效性。

3 实例分析

3.1 数据集

本文仿真实验的硬件环境是内存8G,CPU为

Intel(R)
 

Core(TM),i5-11300H
 

3.10
 

GHz。实验平台

为 Windows10,程序采用matlab
 

R2021a进行编写,工
具箱采用FullBNT-1.0.7。为了测试本文提出的 M-
FPSO算法的性能,使用3种标准网络CANCER、A-
LARM和ASIA。本文使用BNT工具箱从标准网络

CANCER、ASIA和ALARM网络中进行采样,分别

构建样本数量为500、1
 

000、3
 

000、5
 

000的样本数据

集合。数据集的具体构成如表1所示。
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表1 训练数据集的构成

样本

类型

节点

个数

连接

边数

最大入/

出度

取值

范围

CANCER-500 5 5 2 2
CANCER-1

 

000 5 5 2 2
CANCER-3

 

000 5 5 2 2
CANCER-5

 

000 5 5 2 2
ASIA-500 8 8 2 2
ASIA-1

 

000 8 8 2 2
ASIA-3

 

000 8 8 2 2
ASIA-5

 

000 8 8 2 2
ALARM-500 37 46 4/5 2~4
ALARM-1

 

000 37 46 4/5 2~4
ALARM-3

 

000 37 46 4/5 2~4
ALARM-5

 

000 37 46 4/5 2~4

3.2 参数设置及评价指标

为验证本文提出算法的可行性,使用以上3种数

据集对算法进行实验分析。为验证该算法的优越性,
分别将其与基于遗传的结构学习算法(bayesian

 

net-
work

 

construction
 

algorithm
 

using
 

GA,BNC-GA)[25]、
BNC-PSO[13]算 法、最 大 最 小 蚁 群 算 法(max-min

 

ACO,MM-ACO)26]、最 大 最 小 爬 山 算 法(max-min
 

hill-climbing,MM-HC)[27]进行实验仿真时,需要对不

同的算法进行参数设置,BNC-GA算法的种群规模为

50,交叉概率因子pc=0.9,变异概率因子pm=0.1;
BNC-PSO算法的种群规模为50,惯性权重wstart=
0.9,wend=0.35,学习因子c1 从0.84下降到0.52,学
习因子c2 从0.38上升到0.81;MM-ACO算法种群

规模为10,信息挥发因子ρ=0.4,权重参数α=β=2;
MMHC算法使用BNT工具箱中的默认参数。

为了评估算法的性能,本文采用2种性能评价

指标分别是BIC评分和结构汉明距离(SHD),使用

以上2种指标对不同的算法分别评估学习之后的网

络结构与标准网络结构之间的差异程度。
1)BIC评分,当学习到的网络结构越接近于标

准网络结构时,BIC评分会越高。
2)结 构 汉 明 距 离(SHD),汉 明 距 离 定 义 为

H(G)=M(G)+A(G)+I(G)分别代表与标准网

络结构相比,缺失边个数、多余边个数和反转边个数

之和,通常一个优秀的搜索算法可以从数据集中学

习到尽可能与原始网络相同的结构,即SHD指标

越小表明算法的准确性越高。
3.3 实验结果分析

3.3.1 M-FPSO算法性能分析

为了验证本文算法改进策略的有效性,基于

3.1节中CANCER、ASIA、ALARM
 

3种不同的网

络结构数据集,首先为验证基于改进 MMPC的种

群约束方法的有效性,设置初始化种群个数为100,
计算种群平均BIC得分,将基于改进 MMPC的种

群约束方法分别与随机初始化、基于互信息(MI)、
基于最大权生成树(MWST)、基于PC算法的种群

约束方法进行比较,在3种不同数据集上的评分数

据如表2~4所示,数据对比柱形图如图4~6所示。
表2 基于CANCER数据集种群BIC值对比

数据集
随机

初始化
MI MWST PC 改进 MMPC

500 -965.8 -932 -895.4 -903.7 -871.07
1

 

000 -1
 

971.6 -1
 

798.1-1
 

800.7 -1
 

789.2 -1
 

749.5
3

 

000 -5
 

745.6 -5
 

623.2-5
 

399.7 -5
 

142.2 -4.875
 

6
5

 

000 -9
 

823.4 -9
 

021.1-8
 

765.8 -8
 

691.3 -8
 

528.7

表3 基于ASIA数据集种群BIC值对比

数据集
随机

初始化
MI MWST PC

改进

MMPC
500 -1

 

437.1 -1
 

373.1 -1
 

370.1 -1
 

308.9 -1
 

305.5
1

 

000 -2
 

765.8 -2
 

548.4 -2
 

555.7 -2
 

538.1 -2
 

486.9
3

 

000 -7
 

775.3 -7
 

281.1 -7
 

205.4 -7
 

349.8 -7
 

178.2
5

 

000 -13
 

080.9-12
 

300.5-11
 

919.2-12
 

328.7-11
 

666.2

表4 基于ALARM数据集种群BIC值对比

数据集
随机

初始化
MI MWST PC

改进

MMPC

500 -13
 

209.7 -13
 

136 -7
 

884.9 -8
 

340.9 -7
 

788.1
1

 

000 -22
 

337.9-22
 

273.6-14
 

169.4 -14
 

766.3-13
 

236.8
3

 

000 -57
 

736.3-57
 

708.6-39
 

488.6 -37
 

707.2-34
 

163.1
5

 

000 -93
 

543.9-93
 

020.8-65
 

331.2 -55
 

055.2-53
 

471.1
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图4 基于CANCER数据集对比图
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图5 基于ASIA数据集对比图
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图6 基于ALARM数据集对比图

表2、表3、表4分别给出了基于CANCER、A-
SIA、ALARM

 

3
 

种网络数据集下,BIC评分在不同种

群初始化算法中的结果。由数据可以看出,传统随机

初始化种群方法得到的BIC评分值均小于其他方法。
而本文提出的基于改进MMPC的种群约束方法得到

的BIC评分值,在3种不同数据集上均大于基于互信

息(MI)、基于最大权生成树(MWST)、基于PC算法

的种群约束方法得到的BIC评分值。正如在图4、图
5、图6中本文的改进方法的柱形图始终最短,因此可

见其种群质量相对较高,大大缩减了种群搜索空间,
提高了算法的收敛精度和速度。

为验证本文改进后算法的收敛性能,与未改进

的传统基于粒子群的贝叶斯网络结构学习方法

(BNC-PSO)进行对比,在 ASIA-1000的数据集上

两种算法分别运行50次,求取平均值,构建收敛曲

线如图7所示。

5 10 15 20 25 30 35 40 45 500
F�!�

BI
CA
�

�2 350

�2 400

�2 450

�2 500

M-FPSO
BNC-PSO

图7 算法改进前后的收敛曲线

由图7可知,本文 M-FPSO算法的收敛曲线起

始阶段远高于传统的基于粒子群的结构学习方法,
其次 M-FPSO算法迭代至20代左右就趋向于稳

定,而传统的基于粒子群的结构学习方法在35代左

右才趋向于稳定。最后本文算法最终收敛结果也高

于传统的基于粒子群的结构学习方法的收敛结果。
由此,可以看出使用基于改进 MMPC算法的种群

约束方法可以有效提高初始种群的质量,并且基于

萤火虫算子的交叉变异操作加快了种群收敛速度。
为验证本文所提改进搜索策略的有效性,与未

改进的传统基于粒子群的贝叶斯网络结构学习方法

(BNC-PSO)进行对比,分别在CANCER、ASIA、A-
LARM

 

3
 

种数据集,采用同一初始化种群,每种算

法运行50次,求取最终BIC评分的平均值,结果如

表5所示。
表5 算法改进前后的BIC评分结果

数据集 BNC-PSO M-FPSO 标准网络

CANCER-500 -816.3 -815.4 -814.3
CANCER-1

 

000 -1
 

626.8 -1
 

625.7 -1
 

624.4
CANCER-3

 

000 -4
 

879 -4
 

876.1 -4
 

875.7
CANCER-5

 

000 -8
 

078.7 -8
 

076.6 -8
 

076.4
ASIA-500 -1

 

223.1 -1
 

218.9 -1
 

216.1
ASIA-1

 

000 -2
 

365.5 -2
 

358.8 -2
 

357.4
ASIA-3

 

000 -6
 

847.8 -6
 

840.3 -6
 

840
ASIA-5

 

000 -11
 

420.2 -11
 

411.9 -11
 

409.4
ALARM-500 -7

 

012.9 -6
 

878.2 -6
 

364.4
ALARM-1

 

000 -12
 

702.3 -12
 

122.7 -11
 

162.4
ALARM-3

 

000 -33
 

937.4 -32
 

413.7 -29
 

894.3
ALARM-5

 

000 -54
 

091.3 -51
 

869.2 -48
 

597.3

  由表5可知,在3种数据集上本文所提的 M-
FPSO算法的最终BIC得分均高于未改进的BNC-
PSO算法。本文算法相较于传统BNC-PSO算法在

CANCER、ASIA、ALARM
 

3种标准网络上学习的

精度分别提高了约68.7%、65.5%、34.1%。可见

本文所提出的改进方法有效地提高了算法的寻优

精度。

3.3.2 不同算法的比较分析

为验证本文算法的性能,分别与BNC-GA算法、

BNC-PSO算法、MM-ACO算法、MMHC算法进行对

比分析。在同一种网络结构上,分别采用500、1
 

000、

3
 

000、5
 

000的4种不同样本个数的数据集,在每个

数据集上,每种算法分别运行50次,对50次的运行

结果求取平均值,构建表6~8。
表6 ASIA网络的学习结果

算法
指标

类型

ASIA
500 1

 

000 3
 

000 5
 

000
标准网络 BIC -1

 

216.1 -2
 

357.4 -6
 

840 -11
 

409.4

BNC-PSO
BIC -1

 

229.5 -2
 

366.1 -6
 

850.8 -11
 

426.5
SHD 7 6.26 6.56 7.22

BNC-GA
BIC -1

 

249.5 -2
 

403.2 -6
 

903.5 -11
 

492
SHD 10.1 8.3 11.6 12.2

MM-ACO
BIC -1

 

220 -2
 

289.7 -6
 

841.8 -11
 

414.7
SHD 4.8 3.3 1.2 0.9

MMHC
BIC -1

 

228.6 -2
 

379.4 -6
 

866.1 -11
 

484.9
SHD 6.6 6.1 4.2 3.2

M-FPSO
BIC -1

 

218.9 -2
 

358.8 -6
 

840.3 -11
 

411.9
SHD 4.6 2.7 0.6 0.3
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表7 ALARM网络的学习结果

算法
指标

类型

ALARM
500 1

 

000 3
 

000 5
 

000
标准网络 BIC -6

 

364.4-11
 

162.4-29
 

894.3 -48
 

597.3

BNC-PSO
BIC -7

 

049.1-12
 

799.3-35
 

406.2 -54
 

947.6
SHD 41.3 37.5 31.3 19.8

BNC-GA
BIC -6

 

873.3-12
 

790.5-35
 

652.8 -56
 

326.1
SHD 38.7 37.3 32.7 24.1

MM-ACO
BIC -7

 

095.9-12
 

205.6-32
 

835.2 -53
 

151.24
SHD 42.5 23.9 16.7 14.2

MMHC
BIC -6

 

970.3-12
 

576.6-34
 

402.5 -53
 

183.3
SHD 35.6 32.4 25.6 14.3

M-FPSO
BIC -6

 

878.2-12
 

122.7-32
 

413.7 -51
 

869.2
SHD 28.2 21.9 14.3 10.2

表8 CANCER网络的学习结果

算法
指标

类型

CANCER
500 1

 

000 3
 

000 5
 

000
标准网络 BIC -814.3 -1

 

624.4 -4
 

875.7 -8
 

076.4

BNC-PSO
BIC -817.2 -1

 

627 -4
 

879.2 -8
 

080.6
SHD 2.2 1.8 2.5 2.3

BNC-GA
BIC -818.9 -1

 

630.4 -4
 

884.8 -8
 

081
SHD 3.2 3.3 2.9 2.6

MM-ACO
BIC -817.7 -1

 

631 -4
 

886.3 -8
 

079.1
SHD 3 4 3.1 1.7

MMHC
BIC -820.3 -1

 

630.8 -4
 

878.1 -8
 

078.4
SHD 4.6 3.9 1.7 1.1

M-FPSO
BIC -815.4 -1

 

625.7 -4
 

876.1 -8
 

076.6
SHD 1.8 1.6 0.3 0.1

  表6表示不同BN结构学习算法在ASIA标准

网络上的学习结果,本文算法在不同的数据量样本

下最接近于标准ASIA网络BIC评分,并且具有最

小的结构汉明距离。表7表示在 ALARM 标准网

络上的学习结果,由于该网络具有37个节点,因此

学习结果误差较大。但是本文算法得到的BIC评

分仍然高于其它算法的 BIC评分,最接近于 A-
LARM标准网络评分,同时也拥有最小的结构汉明

距离。表8表示在CANCER标准网络上的学习结

果,该网络仅具有5个节点,虽然各算法的BIC评

分并无较大差异,但本文算法的结果仍优于其它

算法。
该仿真结果主要是因为本文提出的基于改进

MMPC的种群约束方法相较于其他基于启发式的

结构学习方法中随机初始化种群方法,能够得到较

为接近真实网络结构的粒子种群,提高了初始种群

的整体质量,在此基础上再利用基于萤火虫算子的

交叉变异操作获得更为接近真实网络结构的BIC
评分值。

为验证本文算法的收敛性,以容量为3
 

000的

ASIA网络数据集为例,与BNC-PSO、BNC-GA以

及 MM-ACO以上3种基于群智能的结构学习算法

进行比较分析,得到的收敛曲线如图8所示。
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�
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图8 不同算法在ASIA网络上的收敛曲线

首先,图8验证了本文算法的收敛性能,M-FP-
SO算法的收敛曲线一直位于其他3种收敛曲线上

方,与其他算法相比具有更高的BIC评分值。其

次,由图中可以看出 MM-ACO算法与 M-FPSO算

法的起始位置较为接近,是因为这两种方法均对搜

索空间进行约束,得到的初始种群较为优秀。由于

经典的BNC-PSO算法与BNC-GA算法均没有对

搜索空间进行约束,导致种群初始化随机性较强,初
始种群最优个体的评分较低,种群质量较差,与 M-
FPSO算法相比开始时的收敛曲线位置相差较大。
最后,M-FPSO算法在迭代至25代左右趋于稳定,
与其他对比算法相比收敛速度和精度都优于其他

算法。

4 结论

1)
 

基于改进 MMPC算法的种群约束方法通过

构建含有局部信息的初始网络框架有效缩小了候选

网络的搜索空间,提高了整个初始种群的质量,使算

法在较高评分的网络结构中进行搜索。

2)
 

基于萤火虫算子的交叉变异策略,有效提高

了算法的收敛效率和收敛精度。从实验结果可以看

出,在样本量相同的情况下,该方法学习到的网络结

构更接近于真实网络。

3)虽然本文算法有着较为优秀的性能表现,但
是随着节点数量的增加,在处理节点较多的网络时,
时间开销与空间开销较大。未来,将会考虑研究包

含一种基于最优父节点的结构学习算法,由此避免

搜索过程中大量父节点带来的时间与空间巨大开销

问题。
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