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摘要 针对现有均匀线阵远场窄带非相干多目标估计算法对低信噪比、少快拍情况适应性差、运算复杂度

高,以及现有深度学习方法难以有效提取数据复值特征的问题,提出基于深度卷积神经网络的波达方向估计

方法。该方法将波达方向估计问题转换为阵列输出协方差矩阵到目标到达角度的逆映射问题,利用阵列输

出协方差矩阵的Hermitian特性,提取其上三角阵的实部、虚部及相位特征,构造网络的输入数据,搭建包含

三维卷积层的深度卷积神经网络用来提取数据特征,网络的标签对应目标的到达角度,从而实现多个信源的

波达方向估计。试验仿真表明:该方法可以充分提取空间特征,提高波达方向估计精度并降低算法复杂度。
所提方法在低信噪比、少快拍数的情况下,其估计精度明显优于 MUSIC、ESPRIT以及 ML算法。
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Abstract Aimed
 

at
 

the
 

problems
 

thatthe
 

existing
 

Uniform
 

Linear
 

Array
 

(ULA)
 

far-field
 

narrowband
 

non-
coherent

 

multi-target
 

estimation
 

algorithms
 

is
 

poor
 

in
 

adaptability
 

to
 

low
 

Signal-to-Noise
 

Ratio
 

(SNR),
 

small
 

snapshots
 

in
 

adaptability,
 

high
 

in
 

computational
 

complexity,
 

and
 

existing
 

Deep
 

Learning
 

(DL)
 

ap-
proaches

 

are
 

difficult
 

to
 

effectively
 

extract
 

the
 

complex-valued
 

features
 

of
 

data,a
 

Direction
 

of
 

Arrival
 

(DOA)
 

estimation
 

method
 

based
 

on
 

Deep
 

Convolution
 

Neural
 

Network
 

(DCNN)
 

is
 

proposed
 

.
 

This
 

meth-
od

 

is
 

to
 

transform
 

the
 

DOA
 

estimation
 

problem
 

into
 

an
 

inverse
 

mapping
 

problem
 

from
 

the
 

array
 

output
 

co-
variance

 

matrix
 

to
 

the
 

target
 

DOA,
 

and
 

to
 

utilize
 

the
 

Hermitian
 

characteristic
 

of
 

the
 

array
 

output
 

covari-
ance

 

matrix
 

for
 

extracting
 

the
 

real
 

part,
 

imaginary
 

part,
 

and
 

phase
 

characteristics
 

of
 

an
 

upper
 

triangular
 

array,building
 

input
 

data
 

of
 

a
 

network,
 

and
 

building
 

a
 

deep
 

convolutional
 

neural
 

network
 

with
 

a
 

three-di-
mensional

 

convolution
 

layer
 

to
 

extract
 

data
 

features,
 

and
 

the
 

labels
 

of
 

the
 

network
 

correspond
 

to
 

the
 

DOAs,realizing
 

the
 

DOA
 

estimation
 

of
 

multiple
 

sources.
 

Theexperimental
 

simulations
 

show
 

that
 

the
 

method
 

can
 

fully
 

extract
 

spatial
 

features,
 

improve
 

DOA
 

estimation
 

accuracy
 

and
 

reduce
 

the
 

complexity
 

of
 

the
 

algorithm.Under
 

condition
 

of
 

low
 

SNR
 

and
 

small
 

snapshots,
 

the
 

estimation
 

accuracy
 

of
 

the
 

proposed
 



method
 

is
 

significantly
 

better
 

than
 

that
 

of
 

the
 

MUSIC,
 

the
 

ESPRIT
 

and
 

the
 

ML
 

algorithms.
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  波达方向(directon
 

of
 

arrival,DOA)估计是雷

达信号处理中的重要研究内容,DOA估计的基本问

题是确定空间内各个信号到达阵列参考阵元的方向

角[1-2]。传统的DOA估计研究方法中的常规波束

形成法[3](conventional
 

beam
 

forming,
 

CBF),将传

统的傅里叶变换方法应用于空间谱估计,但其角度

分辨力受到“瑞利限”影响,由于天线阵列的孔径约

束,无法分辨处于同一波束宽度内的多个不同目标。

Capon提出基于最小均方准则的最小 方 差 法[4]

(minimum
 

variance
 

method,
 

MVM),突破了常规

波束形成方法中“瑞利限”的限制,空间分辨力得到

提高,但估计精度有限,需要在信噪比较高、快拍数

较多的条件下才能达到高精度估计。Schmidt[5]提
出的多重信号分类方法(multiple

 

signal
 

classifica-
tion,

 

MUSIC)以及Roy和Kailath[6]提出的旋转不

变子空间参数估计法(estimation
 

of
 

signal
 

parame-
ters

 

via
 

rotational
 

invariance
 

techniques,
 

ESPRIT)
是子空间分类法的重要代表。MUSIC方法利用信

号子空间和噪声子空间的正交性对接收信号的协方

差矩阵进行分解,划分空间进行估计,显著增强了空

间谱估计的超分辨能力,大大提高了空间谱估计的

精度。ESPRIT方法利用子空间的旋转不变特性得

到子阵接收信号的相位差来估计信号角度,其计算

复杂度明显低于 MUSIC算法,但估计精度较低。
上述2种子空间分类在信噪比低、快拍数少、信源相

干、模型失配等非理想情况下,协方差矩阵分解得到

的信号子空间和噪声子空间都不够准确,使得测向

性能显著下降,且矩阵分解计算量巨大。Ziskind和

Wax[7]提 出 的 最 大 似 然 (maximum
 

likelihood,
 

ML)估计法是子空间拟合方法的代表算法之一。
这类算法较子空间分类方法,在信噪比低、快拍数少

的条件下测向性能稳定,且能够对相干信源进行估

计。但此类方法属于多维非线性优化问题,算法复

杂度较高。
传统的DOA估计方法总体上是基于模型驱动

的,在理想条件下估计精度可以逼近克拉美罗界,然
而在存在阵元耦合、幅相误差、阵元位置误差等非理

想模型失配的情况时,DOA估计性能显著下降。随

着深度学习理论与方法的不断发展,基于深度学习

的DOA估计方法也随之发展,并成为DOA估计新

的研究方向。深度学习类DOA估计方法基于数据

驱动,通过网络模型直接建立阵列接收数据与波达

角度之间的映射关系,能够有效解决上述问题,同时

其低信噪比、少快拍情况的适应能力、超分辨能力得

到了增强,计算复杂度也有所降低。

目前,基于深度学习的DOA估计方法大致分

为两类。一类是将DOA估计问题转化为神经网络

分类问题,将空间角度进行分类,学习网络输入数据

与DOA之间的映射关系。例如Liu等人[8]提出一

个两级框架,分别采用多任务自编码器对参数空间

进行粗划分以及并行多层分类器进一步划分子区

域,该框架以阵列接收数据协方差的实虚部作为输

入,然后提取特征,实现阵列误差情况下的高精度测

向。葛晓凯等人[9]基于信号在空域内是稀疏的先验

条件,提出一种深度学习网络,将卷积网络和全连接

网络相结合,输出为DOA的最大后验概率,实现相

干源DOA的近最大似然估计。吴双等人[10]为解决

大规模分类问题,将原始标签分解为多个互质类别

并分别建立分类器,通过离线训练学习从阵列采样

到参数空间的逆映射,最后将小分类器的输出重构

为原始one-hot标签。另一类是将DOA估计问题

转化为神经网络回归问题。例如 Wu等人[11]将

DOA估计作为压缩感知中稀疏线性逆问题,提出了

一种从大型训练数据集学习逆变换的深度卷积网

络,利用稀疏先验实时、有效地获得信号的DOA。

针对现有研究中,基于深度学习的DOA估计大多

只考 虑 单 个 或2个 目 标,基 于 此,Elbir[12]提 出

DeepMUSIC深度学习框架,设计了多个深度卷积

神经网络,划分子区域学习阵列接收数据的实虚部

特征与其 MUSIC空间谱特征的关系以实现多个目

标的DOA估计。

本文针对均匀线阵远场窄带非相干多目标估计

问题,将DOA估计问题转化为神经网络分类问题,

将阵列接收协方差矩阵上三角阵的实部、虚部及相

位作为网络输入,有效降低了算法的时间复杂度及

空间复杂度,搭建了深度卷积神经网络,提取数据特

征,并学习数据输入与标签之间的非线性映射关系,

从而实现在低信噪比、少快拍情况下的高精度DOA
估计。
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1 信号模型与数据集构建

1.1 均匀线阵模型

基于传统算法的DOA估计问题,大多通过建

立模型给出阵列输出信号矢量及阵列导向矩阵从而

得到信源的入射角度θk
[13]。假设K 个远场窄带非

相干目标信号源S(t)=[s1(t),s2(t),…,sK(t)]T

以来波方向θ=[θ1,θ2,…,θK]T 入射至阵元间距为

d 方向性任意的M 阵元均匀线阵。阵列输出信号

矢量X(t)=[x1(t),x2(t),…,xM(t)]T 可表示为:

X(t)=∑
K

k=1
a(θk)sk(t)+N(t)=A(θ)S(t)+N(t)

(1)
式中:N(t)=[n1(t),n2(t),…,nM(t)]T 表示均值

为0,方差为σ2 的高斯白噪声;a(θk)为阵列入射角

为θk 的入射信号的导向矢量;A(θ)为阵列的导向

矩阵。

a(θk)=[1,e
-j2π

d
λsinθk,…,e

-j2π(M-1)
d
λsinθk]T (2)

A(θ)=[a(θ1),a(θ2),…,a(θK)] (3)
式中:λ为信号波长;d 为阵元间距。

阵列输出X(t)的协方差矩阵为:

Rxx=E[X
 

(t)
 

XH(t)]=A(θ)RsAH(θ)+σ2I(4)
式中:E[·]表示数学期望;I为单位矩阵。

通常来说,空间信源个数要小于阵元数且空间

谱具有空间稀疏性。将空域范围[-60°,60°]划分

为 N 个 间 距 为 Δφ 的 离 散 角 度 的 集 合 Φ =
[φ1,φ2,…,φN]T,当空间中某个离散角度集合 Φ
中有信号到达时,其对应位置序号rn=1,否则rn=
0。则 离 散 角 度 对 应 位 置 序 号 集 合 r =
[r1,r2,…,rN]T。每个离散角度对应的导向矩阵、
信号源、阵列输出可以重新表示为:

A
~
(Φ)=[a(φ1),a(φ2),…,a(φN)] (5)

S
~
(t)=[s

~

1(t),s
~

2(t),…,s
~

N(t)]T (6)

X
~
(t)=A

~

rTS
~
(t)+N(t) (7)

将DOA估计问题转化为阵列输出信号的协方

差矩阵到离散集合中对应非零元素位置序号的映射

问题。本文采用卷积网络解决DOA估计问题。将

阵列输出X
~
(t)协方差矩阵R

~

xx 上三角阵的实部虚

部及相位作为卷积神经网络的输入:

R
~

xx=E[X
~
(t)

 

X
~
H(t)] (8)

由于协方差矩阵是正定 Hermitian方阵,因此

在训练阶段,可将协方差矩阵R
~

xx 的上三角阵代替

方阵进行特征提取,可以有效降低输入数据规模及

运算量[14]。将离散角度序号集合r 作为网络的输

出。测试阶段,输出的离散角度序号集合r'的K 个

最大非零元素位置所对应的离散角度φ,即待估计

信号到达方向的角度值。

1.2 数据集的构建

本文以信号协方差矩阵的实部、虚部及相位特

征构建数据集作为深度学习网络的输入,目标入射

范围为[-60°,60°],变化间隔为0.1°遍历,重复100
次,快拍数区间为[10,500],信噪比区间为[-10,

20],最终产生样本数为120
 

100,即输入数据维度为

K×K×3,输出为1
 

201×1维向量。其中训练集

与测试集按照8∶2的比例随机选取。

2 网络模型及算法步骤

  深度学习中的卷积神经网络是一种具有局部连

接、权重共享等特性的深层前馈神经网络,相较全连

接前馈网络有更少的参数,主要由卷积层、池化层和

全连接层交叉堆叠而成。卷积层是卷积神经网络中

最基础、最核心的组成单元,通过卷积核提取输入数

据的特征信息;池化层的作用是进行特征选择,降低

特征维数,避免过拟合;全连接层在卷积神经网络中

起到对样本分类或回归的作用。在卷积神经网络正

向传播之后进行误差反向传播,用来修正参数,当训

练误差小于设定阈值或者完成迭代后,网络训练完

成。本文的算法流程以及深度卷积网络模型如图1
所示。

图1 算法流程图

2.1 深度卷积神经网络模型

本文设计的卷积神经网络模型由3个卷积层,
连接一个池化层,最后连接3层全连接层组成。模

型的训练过程分为前向传播和反向误差传播。

2.1.1 卷积层

卷积层用于特征提取,具有局部连接和权值共

享的性质。每一个神经元通过卷积核与前一层的某
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个局部窗口内的神经元相连,同一特征映射中的神

经元所用卷积核相同,同一层中不同的特征映射的

神经元所用卷积核不同,不同的卷积核从输入中提

取不同特征,卷积后经过激活函数。
在卷积层中,第l层的输出特征映射Y(l)

p 是由

所有输入特征映射x(l)
d 与卷积核w(l)

pd 卷积之后,加
上偏置b(l+1)

p 所得的Z(l)
p ,再经过非线性激活函数后

得到。卷积层的输出特征映射为:

Z(l)
p =W(l)

p *X
(l)+b(l)

p =

∑
D

d=1
w(l)

pd*x
(l)
d +b(l+1)

p (9)

Y(l)
p =f(Z

(l)
p ) (10)

本文使用的3个卷积层卷积核大小均为3×3,
卷积核较小无法扩大感受野,较大则参数较多、计算

量较大,卷积核数量分别为n1、n1 和n3。输入数据

为协方差矩阵的上三角阵,进行卷积操作前,首先对

输入数据进行边界填充,以保留边界特征,根据卷积

核的大小选择填充值为2,即在输入数据的上下左

右各填充2行(列)数值0。卷积核每次滑动的步长

为1,从左到右从上到下依次滑动完成卷积操作。
以5×5的协方差矩阵为例,进行3次卷积示意图如

图2所示。
 

图2 卷积操作过程

图2(a)中绿色部分为输入的协方差矩阵上三

角阵,深度维度分别为数据中的实部、虚部及相位,
白色部分为边界填充,填充部分以及进行卷积时的

数值缺失,均以数值0补全,仅对原始输入数据的长

宽维度进行边界填充。第1次卷积为三维卷积,卷
积核大小为3×3×3,进行一次卷积之后变为二维

卷积,再经2次卷积核大小为3×3,步长为1的卷

积操作后,得到图2(d)。
将卷积之后的结果加上偏置再经过激活函数来

增强反向传播过程的非线性及收敛性。大多神经网

络使用ReLU[15]、Sigmoid[16]、Tanh[17]等函数作为

激活函数,其中ReLU函数[18]能够防止梯度饱和、

计算高效且具有很好的稀疏性,但是当输入数据存

在负数时,随着训练的推进,部分输入落入硬饱和的

区域,参数无法进行正常的更新,该神经元当前参数

的梯度将恒为0,导致该神经元永久死亡。而Leaky
 

ReLU函数在输入为负值时,也有一个很小的梯度

γ 以更新参数,避免ReLU函数而可能造成的永久

神经死亡,本文选择Leaky
 

ReLU函数作为卷积层

的激活函数,其表达式如下:

Leaky
 

ReLU(x)=
x, x>0
γx, x≤0

=max(x,γx) 
(11)

Leaky
 

ReLU函数图像如图3所示。

图3 Leaky
 

ReLU激活函数

2.1.2 池化层

卷积层之后连接池化层,池化层可以降低特征

维度,减少数据冗余,避免过拟合,同时使得网络对

小的局部形态改变保持特征不变性,以及拥有更大

的感受野。池化层不包含需要学习的参数,池化类

型一般分为最大池化和平均池化。最大池化是选择

每个区域内所有神经元的最大值保留。池化层并不

是卷积神经网络必备的操作,由于输入数据规模不

会过大,本文仅在3层卷积层之后设计1层最大池

化操作进行下采样,池化核的大小为2×2,池化层

的输入数据是经卷积层后输出的上三角阵,将上三

角阵无重叠无遗漏地由左至右、由上至下依次划分

为2×2的子区域,保留每个子区域的最大值,三角

阵主对角线附近的池化子区域的缺失值做补0处

理。以池化层输入为5×5的上三角阵为例,池化操

作过程如图4所示。

图4 池化操作过程

2.1.3 全连接层

在池化层之后连接一层全连接层,全连接层的

每个神经元都与上一层池化层的所有输出相连,将
二维特征映射转化为一维向量。之前的卷积、池化
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等操作将原始数据映射到隐藏层特征空间来提取特

征,全连接层则将特征空间映射到样本标记空间来

组合特征,实现分类或回归。全连接层可以看作特

殊的卷积层,其输出为:

z(l)=W(l)a(l-1)+b(l) (12)
a(l)=f(z(l)) (13)

2.2 反向传播

在卷积神经网络中,需要学习的参数为卷积核

中的权重及偏置,池化层中不包含需要更新的参数,
可以通过误差反向传播算法[19]更新卷积层的参数,
使得网络输出与实际标签完全匹配。采用梯度下降

法计算卷积层中参数的梯度,对每一层的误差进行

反向传播,并再次更新梯度,直至网络目标函数收

敛。卷积神经网络模型误差反向传播流程为:

1)计算全连接层误差项并根据误差项计算权重

梯度公式。根据一层的误差δ(l)计算其前一层l-1
层误差δ(l-1),递推公式为:

δ(l-1)=(W(l))Tδ(l)☉f'(z(l-1)) (14)
式中:W 为权重矩阵;f 为激活函数;z 表示正向传

播时激活函数的输入;☉运算表示Hadamard积。

2)由误差项计算权重梯度和偏置梯度计算公式

分别为:
∂E
∂W=δ

(l)(x(l-1))T (15)

∂E
∂b=δ

(l) (16)

式中:x(l-1)表示(l-1)层的输入向量;E 表示损失

函数。

3)由于池化层未加激活函数,因此在该层仅需

将误差项传播到前一层。首先将误差矩阵还原为池

化前的大小,即恢复原来各子区域,其次对于最大池

化,将误差值放在前向传播时记录的最大值位置处。

4)计算卷积层反向传播误差,递推公式为:

δ
(l-1)

m,n =δ
(l)∂x

(l)

m,n

∂x
(l-1)

m,n

=δ(l)*rot180(w
(l)

m,n)☉σ'(x
(l-1)

m,n )

(17)
式中:[*]表示卷积运算;(m,n)表示卷积运算时的

起始坐标。

5)计算卷积核权重梯度和偏置梯度,分别为:

∂E
∂w

(l)

m,n

=δ(l)*r(x
(l-1)

m,n )T (18)

∂E
∂bl =∑m∑mδ

(l) (19)

6)计算一个批次内各权重梯度和偏置梯度之

和,根据梯度下降法对权重和偏置进行更新:

Wl=Wl- η
batch∑

∂E
∂wl (20)

bl=bl- η
batch∑

∂E
∂bl (21)

在前向传播后在进行反向传播,以修正卷积神

经网络的卷积核和全连接层参数,直到到达指定的

迭代次数。

2.3 本文算法及对比算法

本文采用 MUSIC算法、ESPRIT算法以及 ML
算法与所提基于深度卷积神经网络的DOA估计算

法进行对比。MUSIC算法是对阵列输出的协方差

矩阵进行特征分解,利用信号子空间和噪声子空间

的正交性进行划分空间,构造空间谱函数,搜索其谱

峰实现DOA估计。ESPRIT算法利用子空间的旋

转不变性,不需要进行谱峰搜索,大幅降低了运算复

杂度。ML算法是通过选定未知参数以最大化似然

函数,似然函数为观测所得信号的含有未知参数的

条件概率密度函数,求得似然函数最大的解实现对

未知参数的估计。以上方法在低信噪比、少快拍的

情况下适应性差、运算复杂度高,本文设计的基于深

度卷积的DOA估计方法在此类情况下能够有效提

高DOA估计性能。具体步骤见表1。
表1 基于深度卷积神经网络的DOA估计算法步骤

输入:均匀线阵阵列协方差矩阵上三角阵的实部、虚部及

  相位;

输出:多个目标的DOA。

1.计算阵列输出协方差矩阵Rxx 的上三角阵;

2.提取上三角阵的实部、虚部及相位特征构成K×K×3
 维矩阵X;

3.将矩阵X 输入训练好的深度卷积神经网络,得到网络

 的输出向量Y;

4.取输出向量Y 中K 个最大非零元素位置所对应的离

 散角度φ,即待估计信号到达方向的角度值。

3 仿真实验及结果分析

本文实验环境为Matlab2020b,实现MUSIC算

法、ESPRIT算法、ML算法以及本文所提基于深度

卷积神经网络的DOA估计方法,对比分析不同方

法不同条件下的估计性能。仿真条件为理想条件下

8阵元的均匀线阵,阵元间距为λ/2,λ为信号波长,
目标信源为3个独立的远场窄带信号,目标入射范

围为[-60°,60°]。其中 MUSIC算法和 ML算法谱

峰搜索步进为0.1°,深度卷积网络离散角度间隔Δ􀭴θ
=0.1°,激活函数Leaky

 

ReLU中参数γ=0.1。本

文采用蒙特卡洛法统计模拟对比不同算法不同条件

下的DOA估计精度,估计精度性能使用均方误差

来评估,均方根误差公式为:
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RMSE=
1

NK∑
N

i=1
∑
K

j=1

(̂θij -θij)2 (23)

式中:N 为蒙特卡洛试验次数;K 为目标信源个数,

θ̂ij 和θij 分别为第i次测得的第j 个目标的DOA
估计值和真实值。

3.1 信噪比对DOA估计精度的影响

该对比试验条件为3个目标入射角为-20°、

10°和40°,快拍数为256,信噪比区间为[-10,20],

变化间隔取1
 

dB。对比 MUSIC算法、ESPRIT算

法、ML算法以及本文方法,在其他参数相同,仅信

噪比不同情况的下DOA估计精度,仿真并计算4
种方法1

 

000次蒙特卡洛重复实验的均方误差,

RMSE随信噪比变化关系如图5所示。

图5 信噪比对DOA估计精度的影响

由仿真结果可以看出:①随着信噪比的增大,各
算法的RMSE均减小,当信噪比增大到5

 

dB后,各
算法 RMSE减小的趋势均趋于平缓;②4种算法

中,ESPRIT算法的DOA估计精度受信噪比影响

较大,在信噪比较小的情况下,ML算法的估计精度

较高,但随着信噪比增大,在信噪比达到5
 

dB后,其
估计精度提升趋于平缓,估计精度较差;③本文所提

基于深度卷积网络的DOA估计方法,在信噪比在

-10~5
 

dB区间内的RMSE远小于其他3种算法,

且在信噪比超过-5
 

dB后,RMSE随信噪比变化不

敏感。因此,在相同信噪比,尤其是信噪比较低的情

况下,本文所提方法的性能较其他算法更加优良。

3.2 快拍数对DOA估计精度的影响

该对比试验条件为3个目标入射角为-20°、

10°和40°,信噪比为10
 

dB,快拍数区间为[10,500],

变化间隔取10。对比 MUSIC算法、ESPRIT算法、

ML算法以及本文方法,在其他参数相同,仅快拍数

不同情况的下DOA估计精度,仿真并计算4种方

法1
 

000次蒙特卡洛重复实验的均方误差,RMSE
随快拍数变化关系如图6所示。

图6 快拍数对DOA估计精度的影响

由仿真结果可以看出:①随着快拍数的增大,各
算法的RMSE均减小,且在快拍数10~20变化时,
各算法的RMSE显著减小,在快拍数大于50后,各
算法的RMSE减小的趋势均趋于平缓;②ESPRIT
算法的DOA估计精度受快拍数影响较大,在快拍

数大于50后,MUSIC算法与ESPRIT算法 DOA
估计精度相当;③本文方法在仿真实验设置的快拍

数区间[10,500]内,其 RMSE均小于其他3种算

法,且在快拍数超过150后,RMSE随快拍数变化

不敏感,性能较其他算法更加优良。

3.3 不同算法运行时间的比较

表2为快拍数为256的条件下,各算法的运行

时间。运行时间取1
 

000次蒙特卡洛实验的平均

值。由表2可知,本文所提的基于深度卷积网络的

DOA估计方法运行时间虽不及ESPRIT算法,但
优于其他2种算法,ESPRIT算法运行时间最短,但
其DOA估计精度较低,而本文方法在估计精度上

有明显的优势且算法复杂度较低。
表2 不同算法运行时间的比较

方法 运行时间/s
   MUSIC算法

   ESPRIT算法

   ML算法

   本文方法

0.171
 

6
0.007

 

9
0.286

 

9
0.068

 

7

4 结语

针对传统算法对低信噪比、少快拍情况的适应

性差的情况,本文提出了基于深度卷积神经网络的

DOA估计方法,该方法将阵列输出协方差矩阵上三

角阵的实部、虚部及相位特征作为网络输入,搭建深

度卷积神经网络,提取数据特征,学习输入到目标的

到达角度的映射,从而实现多目标DOA估计。通

过实验仿真表明,该算法的估计性能在相同条件下

优于 MUSIC算法、ESPRIT算法以及 ML算法,在
低信噪比、少快拍的情况下,估计性能较其它算法优
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势更加明显,同时算法复杂度低于 MUSIC算法及

ML算法。该方法提取上三角阵的实部、虚部及相

位特征,降低了算法复杂度,充分利用输入数据信

息。本文构建数据集信噪比与快拍数条件均为范

围,若分别构造等信噪比不同快拍或是等快拍不同

信噪比情况的数据集,估计精度会有效提高。
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